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Inspiracion biologica

Cerebro humano

®» ~101!1 neuronas

onexiones por neurona

15 conexiones en la red



Dendrites

Cell Bodyw

Synapse
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Dendrites (Inputs)
Pk

a=f(Wp+b)
Axon (Output)

(Summation and transfer function)

Pk
Svnapse (Weights and Bias)




Conceptos basicos
Inputs  General Neuron

Donde: { \ [ \

p = inputs

W = weights

result of summation

= transfer function

a = output




Funciones de transterencia

. MATLAB
Name Input/Output Relation lcon Function

. a=0 n<0 .
Hard Limit I hardlim

a=1 nz0 —

: . =-1 n<0 :

Symmetrical Hard Limit _]_ hardlims
: a=+l nz0
Linear a=n —= purelin
a=0 n<0
Saturating Linear a=n 0=nx] yd satlin

a=1 |

. . a=-1 n<-1
Symmetric Saturating i T
Linear = ga=n -lznzl 7': satlins
k-
a=1 nx>l
i : I i
Log-S1gmoid d = e f logsig
+ £
Hyperbolic Tangent A .
Sigmoid T e S| | ransig
g £ +¢
.. . a=0 n<D i
Positive Linear _ / poslin
a=mn 0=n =
. d = 1 neuron with max a "
Competitive C compet

g =10

all other neurons




Neural

I_K Network

Ijemplo gomason I No}

Oranges

[
Ap

a4

» (lasificar manzanas y naranjas de acuerdo a su forma, textura y peso.

0.9 —0.9 0.5
- [M [_0.8} [ i H welo 1 olb=0
0.2 0.7 —0.1
1 1
targets: p; = [—1] (naranja) p, = l 1 ] (manzana)
-1 -1
—1naranja a = 1manzana Inputs  General Neuron
'Y & A\
= hardlims

R e Fin




O Sensors O

Ijemplo ©
1
®» g = hardlims ([0 1 0]|—-1]|+ 0) = —1 (naranja)
| —1.
-
®» g = hardlims ([0 1 0]l 1]+ 0) =1 (manzana)
[ —1.
0.9
®» g = hardlims ([0 1 0]]0.3|+ O) =1 (naranja)
10.2.

Sorter

Inputs  General Neuron
r i A\

re w Z ”’f (l.




T1pos de redes

Perceptron

Inputs  Sym. Hard Limit Layer
~N

a

—

Sx1

R 5X
/| J
a = hardlims (Wp +b)




T1pos de redes

Hamming Network

Feedforward Layer

Recurrent Layer

al = purelin(Wip +b?)

N N
o n2(r+1) a2(r+1)
Sx1 Sx1 _Z Sx1
SxS
S
J J
a2(0)=al aX(r+1)=poslin(W2a7))

a2(r)

Sx1



inputs Layers 1 and 2

Layer3 Qutputs
N0 A r N M
pLk)
; Wu
'“ e (k) oL L Wi
- *“bj’: 11 1)
1 b :1“ P LW
: “ - 4, x4 m(k)7£m{k) y2(k)
auk) = tamsig (IWopt (&) +bu) 1= b 1x1 11 Ixd
i » 131 l
ayk) —
+ m?:'l Ixi AL“ 32 |
‘ (k) 1x3 yk)
Ix(2*2) A
Ixl ’.Z - >
P ITW22
5 3Ix(1*5) 3
AN y . P

2:(k) = Jogsig (TW2t [ptik)pi k-1)]+ IW22p(k-1))  @(k)=purein(LWisas (k- 1+LWin al (x+bi+LWsaa: &))



Uso en TAOSII
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Parametros considerados de los datos

De la estrella de fondo:
® Magnitud aparente
» Tipo espectral

Del objeto a detectar

= Angulo de oposicion
= Diametro
= Distancia

= Factor de impacto




Magnitud aparente MR14; 30 AU; Tipo espectral A3
I I I

—600m =0 op=0
—2000m =0 op=0
/ 10000m =0 op=0

40 60 80 100 120



Parametros de las redes disenadas

® Tipo: red de reconocimiento de patrones
® Tamano entrada: 101x4000 (4 clases)
= (Capas: 3

= Neurgnas por capa: 10

= Funcion de transferencia: sigmoide logistica (logsig)

= Método de entrenamiento: gradiente conjugado escalado
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MR14




31 62 125 251 501
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=
e
=
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Parametros de las redes disenadas

® Tipo: red de reconocimiento de patrones
® Tamarno entrada: 101x61000 (61 clases )
= (Capas: 4

= Neurgnas por capa: 100-200

= Funcion de transferencia: sigmoide logistica (logsig)

= Método de entrenamiento: gradiente conjugado escalado




Entrenamiento Prueba

MRI12

E EEE E— -

u - N |
| | |
|
U I |
u || | ||
i
‘ :
1 3 7 15 31 62 125 251 501 5 15 35 74 154 311 624 1256 2506

Factor de impacto |0, 0.25, 0.5, 0.75
Distancia (AU) 30, 40, 50
Diametro (km) 0.6, 1, 2, 5, 10




Entrenamiento MR16 Prueba

I

1 3 7 15 31 62 125 251 500 5 15 34 74 152 308 619 1246 2486

Factor de impacto [0, 0.25, 0.5, 0.75
Distancia (AU) 30, 40, 50
Diametro (km) 0.6, 1, 2, 5, 10




Conclusiones

® [.asredes neuronales funcionan mejor para objetos de diAmetro mas grande.

®» Aunque a pequeia escala se obtuvieron resultados casi perfectos, a gran
escala se requiere de un extenso analisis sobre el comportamiento de la red
con mayores dimensiones.

® [as redes neuronales son una gran herramienta de inteligencia artificial que
vale la pena seguir trabajando.
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